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Résumé. Nous nous intéressons a I'estimation de la distributiorralegs d'une

variable cible numérique conditionnellement a un enserdblprédicteurs nu-
mériques. Pour cela, nous proposons une nouvelle apprachparamétrique
Bayesienne pour effectuer une partition rectangulairengté de chaque couple
(cible,prédicteur) uniquement a partir des rangs des ithasy Nous montrons
ensuite comment les effectifs de ces grilles nous perntedterconstruire un

estimateur univarié de la densité conditionnelle sur legseet un estimateur
multivarié utilisant 'hypothése Bayesienne naive. Cesregeurs sont compa-
rés aux meilleures méthodes évaluées lors d'un récenteigaisur I'estimation
d'une densité prédictive. Si I'estimateur Bayésien nalfsaint 'ensemble des
prédicteurs se révele peu performant, I'estimateur uiéarl'estimateur com-
binant deux prédicteurs donne de trés bons résultats malgréimplicité.

1 Introduction

Dans cette introduction, nous décrivons tout d’abord utgagon particuliere de I'ap-
prentissage supervisé ou l'on s’intéresse a prédire le damge cible plutét que sa valeur.
Nous exposons ensuite deux approches qui permettent der ghagse prédiction ponctuelle
en régression a une description plus fine de la loi prédichlmis présentons ensuite notre
contribution qui vise a fournir une estimation de la densdéditionnelle compléte du rang
d’'une cible par une approche Bayesienne non paramétrique.

1.1 Régression de valeur et régression de rang

En apprentissage supervisé on distingue généralemengdancs problémes : la classifi-
cation supervisée lorsque la variable a prédire est syaumkt la régression lorsqu’elle prend
des valeurs numériques. Dans certains domaines tels geehlarche d'informations, l'intérét
réside cependant plus dans le rang d’un individu par ragporte variable plutét que dans la
valeur de cette variable. Par exemple, la problématiquml@ides moteurs de recherche est
de classer les pages associées a une requéte et la valiseigie du score n’est qu’un outil
pour produire ce classement. Indépendamment de la natyseobiéme a traiter, utiliser les
rangs plutdt que les valeurs est une pratique classiquerpodre les modéles plus robustes
aux valeurs atypiques et a I'hétéroscédasticité. En régmesinéaire par exemple, un estima-
teur utilisant les rangs centrés dans I'équation des meidarrés a minimiser est proposé
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dans Hettmansperger et McKean (1998). L'apprentissagergisg dédié aux variables ordi-
nales est connu sous le termerégression ordinalécf Chou et Ghahramani (2005) pour un
état de I'art). Dans la communauté statistique les appsoatiksent généralement le modéle
linéaire généralisé et notamment le modéle cumulatif (Mieé@h, 1980) qui fait I'hypothése
d’'une relation d’ordre stochastique sur I'espace des ptégiis. En apprentissage automatique,
plusieurs techniques employées en classification sugeras en régression métrique ont été
appliquées a la régression ordinale : le principe de mirtita structurelle du risque dans
Herbrich et al. (2000), un algorithme utilisant un perceptappelé PRanking dans Crammer
et Singer (2001) ou l'utilisation de machines a vecteurs ufgpsrt dans Shashua et Levin
(2002) Chu et Keerthi (2005). Les problémes considérésgmaateurs comprennent cepen-
dant une échelle de rangs fixée au préalable et relativerastnéinte (de I'ordre d& ou 10).
Autrement dit, le probléeme se ramene a prédire dans quelepsettrouve la cible, en ayant
défini les partiles avant le processus d’apprentissagee@pgroche alors plus d'un probléme
de classification et les algorithmes sont évalués selortdexrde bonne classification ou sur
I'erreur de prédiction entre le vrai partile et le partilégit.

1.2 Vers une description plus complete d’une loi prédictive

Qu'il s’agisse de classification ou de régression, le ptédicrecherché est généralement
ponctuel. On retient alors uniqguement la classe majoeitair classification ou I'espérance
conditionnelle en régression métrique. Ces indicatewsqrg se révéeler insuffisants, notam-
ment pour prédire des intervalles de confiance mais égatepoen la prédiction de valeurs
extrémes. Dans ce contexte, la régression quantile ounttagbn de densité permettent de
décrire plus finement la loi prédictive.

La régression quantile vise a estimer plusieurs quantiela doi conditionnelle. Pous
réél dand0, 1], le quantile conditionnei,, (z) est défini comme le réél le plus petit tel que la
fonction de répartition conditionnelle soit supérieure.&Reformulé comme la minimisation
d'une fonction de colt adéquate, I'estimation des quantileut par exemple étre obtenue
par I'utilisation de splines (Koenker, 2005) ou de fonci@noyaux (Takeuchi et al., 2006).
Les travaux proposés dans Chaudhuri et al. (1994); Chaudhuph (2002) combinent un
partitionnement de I'espace des prédicteurs selon un atlree approche polynémiale locale.
Latechnique récente des foréts aléatoires est étendustitniion des quantiles conditionnels
dans Meinshausen (2006). En régression quantile, lesitggagtie I'on souhaite estimer sont
fixés & I'avance et les performances sont évaluées pour eltpguntile.

Les techniques d’estimation de densité visent a fournirgtimateur de la densité condi-
tionnellep(y|x). Lapproche paramétrique présuppose I'appartenance ldedanditionnelle
a une famille de densités fixée a I'avance et raméne I'estimde la loi a I'estimation des pa-
rametres de la densité choisie. Les approches non pargoedriqui s’affranchissent de cette
hypothése, utilisent généralement deux principes : d'amg pestimateur de la densité est ob-
tenu en chaque point en utilisant les données contenuesidanssinageautour de ce point;
d’'autre part, une hypothése est émise sur la forme rechetfobhélement pour cet estimateur.
Trés répandues, les méthodes dites a noyau définissensirage de chaque point en convo-
luant la loi empirique des données par une densité a noydtéeesn ce point. La forme du
noyau et la largeur de la fenétre sont des parameétres a.r8gleffois la notion de voisinage
définie, les techniques different selon la famille d’estienas visée : I'approche polyndmiale
locale (Fan et al., 1996) regroupe les estimateurs cosstardaires ou d’ordre supérieur. On
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peut également chercher a approximer la densité par unedbasactions splines. Cette dé-
marche d’estimation de la loi compléte a déja été adoptéégnession ordinale dans Chu et
Keerthi (2005) en utilisant des processus Gaussiens daredua Bayésien .

1.3 Notre contribution

Nous proposons ici une approche Bayésienne non parangpiour I'estimation de la
loi conditionnelle du rang d’une cible numérique. Notre ragihe utilise la statistique d’ordre
en amont du processus d'apprentissage. La manipulatidnséxe des rangs au détriment
des valeurs rend notre estimateur invariant par toutefsemation monotone des données et
peu sensible aux valeurs atypiques. Si le probleme étudsiméresse pas a des variables
ordinales mais a des variables numériques on peut biendengiy ramener en calculant les
rangs des exemples a partir de leurs valeurs. Contrairemenprobléemes habituellement
traités en régression ordinale, on considére en amont plpréatissage I'échelle globale des
rangs del au nombre d’exemples dans la base. Notre méthode effecip@rtitionnement 2D
optimal qui utilise I'information d’un prédicteur pour ntet en évidence des plages de rangs
de la cible dont le nombre n’est pas fixé a I'avance. Dispodamt échantillon de données de
taille finie N et ne souhaitant pas émettre d’hypothése supplémentaieefeume de la densité
prédictive, nous nous restreignons a des densités comaitiies sur les rangs constantes sur
chaque cellule. Notre estimateur se raméne donc a un vetesiimateurs de quantiles de la
loi conditionnelle sur les rangs. A la différence de la régien quantile, le choix des quantiles
n'est pas décidé au préalable mais est guidé par les pastitibtenues.

Suite a ce positionnement, la seconde partie est consataédeacription de I'approche
MODL pour le partitionnement 1D en classification supemwiggis pour le partitionnement 2D
en régression. Nous détaillons dans la troisiéme partiereamobtenir un estimateur univarié
et un estimateur multivarié Bayesien naif de la densitéigtigd a partir des effectifs de ces
partitionnements. Dans la quatrieme partie, les estimaightenus sont testés sur quatre jeux
de données proposés lors d'un challenge récent et sont césngeec les autres méthodes en
compétition. La derniére partie est consacrée a la comeiusi

2 Laméthode de partitionnement 2D MODL pour la régres-
sion

Nous présentons ici I'approche MODL pour le partitionneirfdd en classification super-
visée (Boullé, 2006) puis son extension pour le partitioneet 2D en régression.

2.1 L'approche MODL pour la classification supervisée

En classification supervisée, I'objectif d'une méthode ddifponnement est de discréti-
ser le domaine d'un prédicteur a valeurs numériques, deareai mettre en valeur le maxi-
mum d’informations sur la variable cible sur chaque intbevdJn compromis doit étre trouvé
entre la qualité de I'information prédictive, i.e. la cap@dle la discrétisation a discriminer les
classes cibles, et la qualité statistique i.e. la robustédsda discrétisation en généralisation.
Par exemple, le nombre d’instances de chaque classe declddasnnées Iris (D.J. Newman
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et Merz, 1998) est tracé en fonction de la largeur des sép@agmiche de la Fig. 1. La discré-
tisation consiste a trouver la partition {0, 4.4] qui donne le maximum d’informations sur
la répartition des trois classes connaissant I'intenddigiscrétisation.

12.0,2.95[] [2.95, 3.35[| [3.35, 4.4[
i Versicolor 34 15 1
- Virginica 21 24 5
Setosa 2 18 30
X Total 57 57 36

3lo 35
Sepal Width

FiG. 1 - Discrétisation MODL de la variable Largeur de sépale pouclassification du jeu
de données Iris en trois classes.

L'approche MODL (Boullé, 2006) considere la discrétisattmmme un probleme de sé-
lection de modeéle. Ainsi, une discrétisation est consiléodinme un modéle paramétré par le
nombre d’intervalles, leurs bornes et les effectifs dessda cible sur chaque intervalle. La fa-
mille de modéles considérée est 'ensemble des disciiétisgtossibles. On dote cette famille
d’'une distributiona priori hiérarchique et uniforme a chaque niveau selon laquelle :

- le nombre d'intervalles de la discrétisation est distt#ae maniére équiprobable entret

le nombre d’exemples;

- étant donné un nombre d’intervalles, les distributions eféectifs sur chaque intervalle sont
équiprobables;

- étant donné un intervalle, les distributions des effegdr classe cible sont équiprobables;

- les distributions des effectifs par classe cible pour ceaagtervalle sont indépendantes les
unes des autres.

Adoptant une approche Bayesienne, on recherche alors leleleglus vraisemblable connais-
sant les données. En utilisant la formule de Bayes et le tedtlg probabilité du jeu de don-
nées soit constante quel que soit le modéle, le modéle viseeles qui maximise le produit
p(modeélg x p(données|modéle

Formellement, on not&' le nombre d’exemples/ le nombre de classes ciblgé e nombre
d'intervalles d’'une discrétisatiotV;. le nombre d’exemples dans l'intervallet NV;; le nombre
d’'exemples dans l'intervalleappartenant a Ilgeme classe cible. En classification supervisée,
les nombres d’exemplel¥ et de classe cibld sont connus. On caractérise donc un modéle
de discrétisation par les paramét{es {Niticicrs {Nij}lgiglgjy} . On remarque que,
dans la mesure ou une discrétisation est caractériséespeffdetifs des intervalles, un tel mo-
déle est invariant par toute transformation monotone deaéies.

En considérant 'ensemble des discrétisations possibleleguel on adopte la distributica
priori hiérarchique uniforme décrite précédemment, on obtieatlguog négatif du produit
p(modélg x p(donnéesnodélg peut s’écrire sous la forme du critére d’évaluation suivant

Q):

I
N+T-1 N;. —|—J Z N;!
i=1
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Les trois premiers termes évaluent le log négatif de la goitib@a priori : le premier terme
correspond au choix du nombre d’intervalles, le second aixd® leurs bornes et le troisieme
terme décrit la répartition des classes cibles sur chadaevaile. Le dernier terme est le log
négatif de la vraisemblance des données conditionelleenemtodéle. On trouvera tous les
détails nécessaires a I'obtention de ce critére dans B(R0IES).

Pour pouvoir traiter d'importants volumes de données, wngistique gloutonne ascendante
est proposée dans Boullé (2006). Afin d’améliorer la sofutibtenue, des post-optimisations
sont menées au voisinage de cette solution, en tentant daaiaements de coupures et de
fusion d'intervalles. L'additivité du critére permet dedtére la complexité de I'algorithme en
O(JNlog(N)), post-optimisations comprises.

Pour I'exemple donné a gauche de la Fig. 1, la partition cglénobtenue est décrite par la
table de contingence figurant a droite. Les bornes des altesvsont obtenues en moyennant
les valeurs du dernier individu d’un intervalle et du prenielividu de I'intervalle suivant. On
peut en déduire des régles telles que "pour une largeurpieséomprise entr2.0 et 2.95,

la probabilité d’'occurence de la classe Versicolor est4jé7 = 0.60”".

2.2 L'approche MODL pour la régression

Sepal Lenyul
45 50 55 6.0 65 7.0 7.5 8.0

3 4 5
Petal Length

FiG. 2 — Diagramme de dispersion de la variable Longueur de sépaferstion de Longueur
de pétale pour le jeu de données Iris.

Scpal Lelyul

45 50 55 60 65 7.0 75 80

Separ Lenyul
45 50 55 60 65 7.0 75 80

4 6
Petal Length Petal Length

Fic. 3— Deux grilles de discrétisation@et96 cellules mettant en valeur la corrélation entre
les variables Longueur de pétale et Longueur de sépale ddgelonnées Iris.

Pour illustrer le probléme du partitionnement 2D lorsquprkedicteur et la cible sont des
variables numériques, nous présentons en Fig. 2 le diageaterdispersion des variables lon-
gueur de pétale et longueur de sépale du jeu de donnéesdffigure montre que les iris dont
la longueur de pétale est inférieure a deux cm ont toujowsssépales de longueur inférieure
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a six cm. Si I'on sépare les valeurs de la variable cible lengule sépale en deux intervalles
(inférieur et supérieur a six cm), on peut décrire la loi grarétion de cette variable condition-
nellement au prédicteur longueur de pétale a I'aide d’userdtisation du prédicteur comme
en classification supervisée.

L'objectif d'une méthode de partitionnement 2D est de dédsd distribution des rangs d’'une
variable cible numérique étant donné le rang d’'un prédictea discrétisation du prédicteur
et de la cible comme illustrée en Fig. 3 permettent une teléedption. Par rapport au cas de
la classification supervisée, une partition 2D (ou grills) modélisée par un paramétre sup-
plémentaire, le nombre d’'intervalles de la variable cible.compromis doit étre trouvé entre
la qualité de l'information de corrélation détectée enge dleux variables et la capacité de
généralisation de la grille. Formellement, on caractéuisenodéle de discrétisation 2D par

B W

intervalle cible est not&V ; et se déduit par sommation des nombres d’exemples desesellul
d’'un méme intervalle de rang. On adopte fiiriori suivant pour ces parametres :

1. les nombres d'intervalleset J sont indépendents et distribués uniformément en&geV ;

2. pour un nombre d’intervallesdonné, toutes les partitions en intervalles des rangs du pré
dicteur sont équiprobables;

3. pour un intervalle source donné, toutes les distribstides exemples sur les intervalles
cibles sont équiprobables;;

4. les distributions des exemples sur les intervalles @bl& chaque intervalle du prédicteur
sont indépendantes les unes des autres;;

5. pour un intervalle cible donné, toutes les distributidas rangs sont équiprobables.

En utilisant le modéle de discrétisation 2D et la dopriori définis précedemment, on peut
écrire le logarithme négatif du proditM) x p(données|Nisous la forme du critére (2) pour
un modeéle de discrétisatiaW :

I
N+I-1 Ni+J -1
Creg(M) :21og(N)+log< 71 )—|— E 1og< 1 )
i=1
)

I N" J
7 N
+ ;mg NNl N +;1ogN.J.

Par rapport au critére obtenu dans le cas de la classificatiparvisée, il y a un terme sup-
plémentaire égal bog(N) pour la prise en compte du nombre d’intervalles cible seddpila
priori et un terme additif etog(V ;!) qui évalue la vraisemblance de la distribution des rangs
des exemples dans chaque intervalle cible.

Nous présentons succintement I'algorithme adopté pouinmser ce critére. Nous débutons
avec une partition initiale aléatoire de la cible puis, tgun le critére décroit, nous optimisons
alternativement la partition 1D du prédicteur pour la pini fixée de la cible et la partition
1D de la cible pour la partition fixée du prédicteur. Nous tépg le processus pour plusieurs
partitions initiale aléatoire de la cible et nous retoustznpartition qui minimise le critére. En
pratique, la converge s’effectue trés rapidement, en daeusods itérations. Les discrétisations
1D sont effectuées selon I'algorithme d’optimisationiséllpour la classification supervisée.
La valeur du critére (2) pour un modeéle de discrétisatioméoest relié a la probabilité que
ce modele explique la cible. C’est donc un bon indicateur poaluer les prédicteurs dans un
probléme de régression. Les prédicteurs peuvent étreéslgss probabilité décroissante de
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T P1|P2| P3| P4 |P5| P6| P7| Tot.
L C5 | 1|0|0]| 6 5100 12

: C4 4 168| 5 2 9 0 0 88
C3 [ 38| 5 |26 32|24 0| 0 | 125
AL C2 | 9| 0| 6|33 |15|21] 0| 84
RO C1 0 0 0| 34| 4 9 | 28| 75
Total | 52 | 73| 37 | 107 | 57 | 30 | 28 | 384

B b

FIG. 4 — Diagramme de dispersion, partitionnement 2D et effectftadyrille MODL pour le
jeu de données Synthetic

leur capacité a expliquer la cible (Boullé et Hue, 2006). Afinfournir un indicateur norma-
lisé, on considére la fonction suivante du critéfg, : g (M) = 1 — C‘f:gg((]f\f@)), ou My est le
modéle vide avec un unique intervalle prédicteur et cibéetdux de compressiagr{ M) prend
ses valeurs entrie@and1, dans la mesure ou le modéle vide est toujours évalué darealet
gorithme d’optimisation. Le taux vadtpour le modéle vide et est maximal pour la meilleure

description des rangs cible conditionnellement au prédict

3 De ladiscrétisation 2D a I'estimation de densité condition-
nelle sur les rangs

3.1 Cas univarié

Le passage du partitionnement 2D a I'estimation de densiéitonnelle univariée est
illustrée sur un jeu de données synthétique proposé lorgcknt Challeng®redictive Un-
certainty in Environmental ModellingCawley et al., 2006) qui comporf€ = 384 exemples
et un seul prédicteur. Le diagramme de dispersion ainsiapeautition MODL obtenue sont

représentés en Fig. 4. Les intervalles de rangsnt notésP; pouri = 1,...,7 pour le pré-
dicteur etC;,j = 1,...,5 pour la cible. Comme pour le partitionnement 1D, les borress d
intervalles notées, ...,z etyy,...,ys Sont obtenues par moyennage des valeurs du der-

nier individu d'un intervalle et du premier individu de Itervalle suivant. Soit: la valeur du
prédicteur pour un nouvel individu €t* la plage de rangs a laquelle appartient le rang.de
Les effectifs de la grille nous permettent de calculer deeent la probabilité que le rang de
la cible de ce nouvel individu soit dans un intervalle doshé

Nij
N;.°

En supposant la densité conditionnelle sur les rangs aulessar chaque plage de rangs cible
gue délimite la grille, on obtient une expression pour lebpbilités élémentaires

Ny,
Proai(k <rg(y) < k+ 1jrg(z) € P7) = S
.4V

Pyroai (rg(y) € Cjlrg(x) € P) =

®3)

(4)

lfermés a gauche et ouverts a droite
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<x2)

estimated F(rg yl x < x1)
00 02 04 06 08 1.0
estimated F(rg y| x1 < x

00 02 04 06 08 10
estimated F(rg y| X3 < x < x4)
00 02 04 06 08 1.0

175 159 284 372 175 159 284 372 175 159 284 372 175 159 284 372

g(y) r9(y) rg(y) g(y)

o
@
S

<x6)

estimated F(rg y| X5 < x
00 02 04 06 08 10
estimated F(rg y X6 < X )
00 02 04 06 08 10

| S E—— | S e— — | S E——
175 159 284 372 175 159 284 372 1 75 159 284 372

rg(y) rg(y) rg(y)

FiG. 5— Estimations MODL de la fonction de répartition conditioiaeunivariée sur les
rangs pour les sept intervalles de discrétisation du prilic

ouk estdans lgéme intervalle de rang; (37—} N, < k < 3°/_, N, —1). On obtient un es-
timateur de la fonction de répartition conditionnelle g tangs en cumulant ces probabilités
élémentaires :

-1
Prroar(rg(y) < klrg(z) € P) Z% < ZNZ) N; N ®)

OUN I Ny <k <Y Ny
Les estimateurs MODL de la fonction de répartition conditielle au prédicteur sont tracés
pour chacun des sept intervalles du prédicteur en Fig 5.

3.2 Cas multivarié

Dans le cas d& (P > 1) prédicteurs, on peut en premiére approche construiretimas
teur sous I'hypothése Bayesienne naive que les prédiceiest indépendants conditionnel-
lement & la cible. Soierftry, ..., xp) les coordonnées d’'un nouvel individu dans I'espace des
prédicteurs e’” l'intervalle de discrétisation auquel appartient chagommposanter,;. Sous
I'hypothése Bayesienne naive, la probabilité élémentairtivarié s'écrit alors :

Pk <rg(y) <k+1[(rg(z1),...,rg(zp)) € (PT, ..., Pp))

P
Pk<rgly) <k+1) HPrgxl € PPk <rg(y) <k+1) ©)

N
Il
-

P(k <rg(y) < k+1|rg(z;) € PF)P(rg(x;) € PF)
Pk <rg(y) <k+1)

—~

=Pk <rgly) <k+1)

N
Il
—
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Cette derniere expression peut étre estimée grace autifsffdes partitionnements 2D. On
peut en effet directement estimer le premier facte(k < rg(y) < k + 1) par la probabilité
empiriquel/N. En ce qui concerne le produit, le premier facteur du nureérasg’obtient
selon le méme principe que les probabilités univariées een(4onsidérant la plage de rangs a
lagquelle appartieng aprés fusion des partitions de la cible induites par chagédigteur. Soit

J le nombre d'intervalles cible pour la partition cible résuk de cette fusion éV.ZjVI I'effectif

de chaque plage de ran@#” pourj = 1,...,J. Par construction, le partitionnement de la
cible associé a chaque prédicteur est inclus dans ce panment “multivarié” et I'on note
NM reffectif de la cellule associée aé@me intervalle dééme prédicteur et aiéme intervalle
cible du partitionnement multivarié. Chaque fraction daduit précédent peut alors s’estimer

M
Nyt L
NI NM N M
ar —2—— = Ny
p N = N
-J

3.3 Evaluation d’'un estimateur de la densité conditionnellesur les rangs

En apprentissage supervisé, les fonctions de score les@uamment utilisés pour éva-
luer un prédicteur sont le score logarithmique et le scoealtatique qui prennent différentes
formes selon la tache visée (classification, régressioriqnétou ordinale) et I'approche adop-
tée (déterministe ou probabiliste). En régression ordifat approches déterministes citées en
introduction sont évaluées sur I'erreur quadratique mogentre le rang prédit et le rang vrai
en considérant les rangs comme des entiers consécutifsuRewrédiction probabiliste, le
score logarithmique du NLPD est également utilisé dans CKieerthi (2005) ou

L
NLPD(p, D) = =3 ~log(p(yla) @)
=1

pour le jeu de donnéed = (z;, y;);=1,.... .. Nous utilisons cette fonction de score pour notre
estimateur de la densité conditionnelle sur les rangs. Bowmouvel individu(z;, y;), on cal-
cule son rang d'insertiokh dans I'échantillon d’apprentissage et on estjitey (y)|rg(z)) par

la probabilité élémentair@y;oq (k < rg(y) < k + 1|rg(z)) décrite en (5) et en (6) .

4 Evaluation expérimentale

Comme exposé en introduction, notre approche se distingsipriblémes habituellement
traités en régression ordinale du fait qu’on estime la ithstion pour I'échelle globale des
rangs et non pour une plage de rangs restreite@10 rangs distincts. D’'autre part, peu de
méthodes fournissent un estimateur de la loi compléte. Adipakitionner la méthode, nous
avons donc choisi de la comparer en premier lieu a d'auttésasurs de densité condition-
nelle sur les valeurs. Nous avons pour cela choisi les gjeatxede données proposés lors du
récent Challenge Predictive Uncertainty in Environmektatlelling organisé en 2006et dé-
crits dans le tableau 1. Notre approche étant par naturéarégfe et n’ayant aucun parameétre
de réglage , nous prenons le parti d'utiliser les jeux de desml’apprentissage et de validation

2http ://theoval.cmp.uea.ac.uk/ gcc/competition/
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Synthetic SO2 Precip Temp

Nbre de prédicteurs 1 27 106 106
Nbre d’ex en apprentissage 384 22956 10546 10675
Nbre d'ex en test 1024 7652 3517 3560

TaB. 1 - Jeux de données du Challenge Predictive Uncertainty inr&nriental Modelling
avec le nombre de prédicteurs, le nombre d’'individus @ilisn apprentissage et en test.

pour calculer les partitionnements 2D optimaux. Outre feectfs de chaque grille, ces par-
titionnements fournissent également un indice de comjpresigfini en (2.2) qui nous permet
d’'évaluer de maniére univariée chaque prédicteur puis slelésser par importance prédic-
tive. Pour les jeux de données réels nous avons calculéastur multivarié Bayesien naif
utilisant 'ensemble des prédicteurs mais égalemenifegeur univarié utilisant uniguement
le prédicteur dont I'importance prédictive MODL était lauplélevée ainsi que I'estimateur
Bayesien naif utilisant le couple de variables le plus imiatif.

Connaissant les valeurs associées aux rangs, chaquetestimar les rangs nous fournit un
estimateur de la fonction de répartition conditionnelldesnV valeurs cibles de I'échantillon.

Sil'on noteyy, la valeur cible de l'individu de rang, on a en effet :

Prroar(y < ywylz) = Proar(rg(y) < klz) (8)

Pour calculer la densité prédictive en tout point a particelV' quantiles conditionnels, on a
adopté les hypothéses utilisées lors du Challenge a sdwgiothése que la densité condition-
nelle soit uniforme entre deux valeurs successives de la ettgue les queues de distribution
soit exponentielled. Les différents estimateurs obtenus sont comparées stitdeeaiu NLPD
sur le jeu de données test.

Nous avons tout d’abord constaté les mauvaises performateéestimateur Bayesien naif
utilisant I'ensemble des prédicteurs. Sur les trois jeuxidenées réels, le NLPD est en ef-
fet supérieur au NLPD pour la méthode dite de référence duuleaa partir des données
d’apprentissage I'estimateur empirique de la loi margingl). Lorsque I'hypothése d’'indé-
pendance est trop forte, il est connu qu’elle dégrade fatarestimation des probabilités
posteriori(Frank et al., 1998). Ces mauvaises performances sont @éotarement dues a des
corrélations importantes entre les prédicteurs.

Le tableau 2 indique le NLPD sur le jeu de données test powdsimateurs MODL univarié
et bivarié ainsi que pour la meilleure méthode du Challéhgiepour la méthode dite de réfé-
rence. On observe tout d’abord que pour tous les jeux de @snhes estimateurs MODL sont
meilleurs que la méthode de référence, ce qui est loin diétoas pour toutes les méthodes
soumises. On observe ensuite de bonnes performancesidestests MODL, notamment sur
les jeux de données SO2 et Precip ou les estimateurs ungétdri¢arié se placent en téte. Les
bonnes performances du prédicteur univarié montrent lat§ut partitionnement 2D obtenu
malgré la manipulation exclusive des rangs et non des \&tbirant cette étape. D’autre part,
I'estimateur bivarié est toujours meilleur que I'estimatenivarié. Cela indique la présence

3A cet effet, on a affecté une masse de probahilité 1/N & chaque queue de distribution
4exceptée la soumission de I'organisateur
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NLPD Synthetic SO2 Precip Temp
Meilleure méthode soumise  0.386 (ler) 4.37 (2eme) -0.2€8€) 0.034 (ler)
Bivarié¢ MODL X 4.30 (1er) -0.411 (er)  0.25(7éme)
Univarié MODL 1.02(5éme) 4.33 (ler) -0.361 (1er) 0.285 (égm
Référence 1.23 (6éme) 4.5(3éme) -0.177 (4éme)  1.30 (9eme)

TAB. 2— Valeur du NLPD pour chacun désjeux de données pour I'estimateur MODL uni-
varié utilisant le meilleur prédicteur (Univarié MODL),dstimateur MODL Bayesien naif
utilisant le meilleur couple (Bivarié MODL), la meilleureétinode soumise au Challenge et
I'estimateur marginal de référence. Le classement de chagéthode figure entre-parenthéses
aprés chaque valeur de NLPD.

d’'informations supplémentaires et nous encourage a araéliestimateur Bayésien naif par
le biais d’'une sélection ou d’'un moyennage.

5 Conclusion

Nous avons proposée une approche Bayésienne non pararaéiaqr I'estimation de la
loi conditionnelle du rang d’une cible numérique. Notre nafte se base sur un partitionne-
ment 2D optimal de chaque couple (cible, prédicteur). Liectfs de chaque partitionnement
nous permettent d’obtenir des estimateurs univariés estimateur multivarié sous I'hypo-
thése Bayesienne naive d’'indépendance des prédictelwgsnida en ceuvre de ces estimateurs
sur des données proposés lors d'un récent challenge démbidrqualité des partitionne-
ments 2D. Les trés bonnes performances du prédicteur insadu Bayesien naif utilisant
le meilleur couple de prédicteur nous encourage a travaillamélioration du Bayesien naif
utilisant 'ensemble des prédicteurs.
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Summary

In some regression problems, we are more interested ingtirgglithe rank of the output
variable than its value. In this paper, we propose a non patr&arBayesian approach to
estimate the complete distribution of the output rank ctoially to the input variables. For
that, we first compute an optimal 2D partition which exhiltie tpredictive information of
each input variable toward the output variable. We then shaw we can build an univariate
estimate and a naive Bayesian estimate of the conditiosiailition of the output ranks from
the partition frequencies. These estimates are evaluatéoluo datasets proposed during the
recent Predictive Uncertainty in Environmental Modelldgmpetition. If the naive Bayesian
estimate using all the input variables performs poorly, thivariate and the naive Bayesian
estimate using the best couple of input variables perforeisdespite their simplicity.



